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ABSTRACT 

Publication of research is the ultimate and significant step to recognize 
scientific work. However, in the submission system with a wide range of 
subjects (e.g. Association for Computing Machinery with 2,000 subjects), it 
may take the authors a lot of time to classify a manuscript into an appropriate 
group of subjects before it is submitted to a journal or conference. Therefore, 
this article is aimed to propose automatic solutions to extract information and 
categorize scientific papers on suitable topics. The experiments was based on 
the data set of scientific articles published in Can Tho University Journal of 
Science. The input data were pre-processed, extracted, vectorized and 
classified using three machine learning techniques including support vector 
machines, Naïve Bayes, and k-nearest neighbors. The experimental results 
showed that with the accuracy of over 91%, support vector machines 
technique proved its feasibility for developing the automatic classification 
system of scientific papers. 

TÓM TẮT 

Nghiên cứu khoa học là một phần không thể thiếu trong các trường đại 
học, viện nghiên cứu, phòng thí nghiệm và cả các công ty lớn. Kết quả 
của các công trình nghiên cứu khoa học thường được trình bày dưới dạng 
các bài báo được gửi đến các tạp chí, hội thảo. Tuy nhiên, các hệ thống 
nhận bài của các tạp chí lớn có rất nhiều chủ đề như Hiệp hội quốc tế về 
nghiên cứu, giáo dục ngành khoa học máy tính ACM có hơn 2.000 chủ đề, 
do vậy các tác giả và ban biên tập mất khá nhiều thời gian khi xác định 
một bài viết thuộc nhóm chủ đề nào trước khi nộp bài cho các tạp chí, hội 
thảo. Bài viết này đề xuất giải pháp tự động rút trích thông tin và phân 
loại một bài báo khoa học vào chủ đề nào đó. Dữ liệu vào sẽ được tiền xử 
lý, rút trích, véc-tơ hóa và phân loại bằng kỹ thuật máy học. Thực nghiệm 
được xây dựng trên tập dữ liệu là các bài báo khoa học đã được gửi đăng 
trên Tạp chí khoa học của Trường Đại học Cần Thơ. Các kỹ thuật máy 
học véc-tơ hỗ trợ (SVM), Bayes thơ ngây (Naïve Bayes), và k-láng giềng 
gần nhất (kNN) đã được sử dụng để so sánh nhằm tìm ra kết quả tốt nhất. 
Kết quả thực nghiệm cho thấy kỹ thuật SVM đã cho độ chính xác > 91%, 
rất khả thi cho việc xây dựng hệ thống tự động phân loại bài báo khoa 
học. 

Trích dẫn: Trần Thanh Điện, Thái Nhựt Thanh và Nguyễn Thái Nghe, 2019. Giải pháp phân loại bài báo khoa 
học bằng kĩ thuật máy học. Tạp chí Khoa học Trường Đại học Cần Thơ. 55(4A): 29-37. 
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1 GIỚI THIỆU 

Với sự phát triển bùng nổ của thông tin và sự 
phát triển đồng thời của khả năng tính toán tự động 
thì phân loại dữ liệu, đặc biệt là dữ liệu văn bản có 
tầm đặc biệt quan trọng (Thaoroijam, 2014). Phân 
loại là một kỹ thuật học có giám sát (supervised 
learning), được ứng dụng nhiều trong thực tế như 
định tuyến trung tâm cuộc gọi (call center routing), 
trích xuất siêu dữ liệu tự động (automatic metadata 
extraction) (Li et al., 2017). Trong lĩnh vực máy học 
(machine learning) và xử lý ngôn ngữ tự nhiên 
(natural language processing - NLP), phân loại văn 
bản (text classification) là một bài toán xử lý văn 
bản cổ điển, nhằm phân một văn bản mới vào nhóm 
các văn bản cho trước dựa trên sự tương đồng của 
văn bản đó so với nhóm văn bản (Sebastiani, 2002). 
Theo Yang and Liu (1999) thì phân loại văn bản là 
việc gán các nhãn phân loại lên một văn bản mới 
dựa trên mức độ tương tự của văn bản đó so với các 
văn bản đã được gán nhãn trong tập huấn luyện. 
Phân loại văn bản tự động giúp cho việc lưu trữ, tìm 
kiếm thông tin nhanh chóng hơn. Ngoài ra, với số 
lượng văn bản lớn thì thao tác phân loại lần lượt 
trong từng văn bản sẽ mất rất nhiều thời gian, công 
sức, chưa kể khả năng xảy ra trường hợp phân loại 
không chính xác do tính chủ quan của người phân 
loại. Các ứng dụng phân loại văn bản rất đa dạng 
như lọc thư rác (spam email), phân loại tin tức theo 
chủ đề trên các báo điện tử, quản lý tri thức và hỗ 
trợ cho các công cụ tìm kiếm trên Internet 
(Thaoroijam, 2014). 

Một vấn đề đang được hội đồng biên tập của các 
tạp chí khoa học quan tâm là làm sao phân loại một 
bài viết gửi đăng vào một lĩnh vực phù hợp của tạp 
chí. Chẳng hạn, hệ thống nộp bài tự phân loại lĩnh 
vực (chủ đề), rút trích các thông tin liên quan một 
cách tự động khi tác giả gửi (upload) một bài viết 
lên hệ thống, đặc biệt đối với tạp chí lớn như Hiệp 
hội quốc tế về nghiên cứu, giáo dục ngành khoa học 
máy tính (Association for Computing Machinery - 
ACM) với hơn 2.000 chủ đề thì tác giả mất rất nhiều 
thời gian để xác định chủ đề của bài viết. Vì vậy, 
việc tự động xác định chủ đề của một bài viết là rất 
cần thiết. 

Vấn đề phân loại văn bản được nhiều nhà khoa 
học quan tâm với các hướng tiếp cận khác nhau. Một 
cách tiếp cận được nhiều nhà nghiên cứu sử dụng là 
phương pháp máy học, với nhiều thuật toán giải bài 
toán phân loại văn bản như: k láng giềng gần nhất (k 
nearest neighbor - kNN), Naïve Bayes, máy học 
véc-tơ hỗ trợ (support vector machines - SVM), cây 
quyết định (decision tree), mạng neuron nhân tạo 
(artificial neural network) (George and Pat, 1995; 
McCallum and Nigam, 1998; Liu et al., 2003; Chen 

et al., 2009; Aggarwal and Zhai, 2012; Bijaksana et 
al., 2013; Zhang et al., 2013; Haddoud et al., 2016). 

Nghiên cứu này đề xuất giải pháp phân loại tự 
động bài báo khoa học nhằm hỗ trợ các tác giả, ban 
biên tập phân loại lĩnh vực của bài báo khi nộp bài 
trực tuyến. Bài báo là tập tin dạng .doc(x) hoặc .pdf, 
khi nộp vào, hệ thống sẽ rút trích thông tin các tác 
giả, tựa bài, tóm tắt/abstract, đặc biệt là việc xác 
định lĩnh vực của bài viết (chẳng hạn lĩnh vực: Công 
nghệ thông tin, Môi trường, Thủy sản…). 

2 PHÂN LOẠI VĂN BẢN VÀ CÁC 
NGHIÊN CỨU LIÊN QUAN 

2.1 Phân loại văn bản 

Phân loại văn bản tự động là việc phân chia một 
tập văn bản đầu vào thành hai hoặc nhiều lớp, trong 
đó mỗi văn bản có thể thuộc một hoặc nhiều lớp. 
Công việc này nhằm mục đích gán nhãn (hay lớp - 
class) được định nghĩa trước cho các văn bản. Ví dụ: 
Gán nhãn cho mỗi bài viết mới trên một báo điện tử 
vào một trong các chủ đề như Công nghệ, Thể thao, 
Giải trí; gán nhãn tự động cho mỗi bài viết gửi đăng 
tạp chí vào một trong các lĩnh vực Công nghệ thông 
tin, Môi trường, Thủy sản…  

Nhiệm vụ phân loại được bắt đầu xây dựng từ 
một tập các văn bản D = {d1,…, dn}  được gọi là tập 
huấn luyện (training set) và trong đó các tài liệu di 
được gán nhãn cj với cj thuộc tập các chủ đề C = 
{c1,..., cm}. Nhiệm vụ đặt ra là xác định được mô 
hình phân loại để một tài liệu dk bất kỳ có thể phân 
loại chính xác vào một trong những chủ đề của tập 
chủ đề C. Hay nói cách khác, mục tiêu của bài toán 
là đi tìm hàm f:  

𝑓: 𝐷 𝑥 𝐶 → 𝐵𝑜𝑜𝑙𝑒𝑎𝑛 

𝑓 ሺ𝑑, 𝑐ሻ ൌ ൜
𝑡𝑟𝑢𝑒,   𝑛ế𝑢 𝑑 𝑡ℎ𝑢ộ𝑐 𝑙ớ𝑝 𝑐                  
𝑓𝑎𝑙𝑠𝑒,   𝑛ế𝑢 𝑑 𝑘ℎô𝑛𝑔 𝑡ℎ𝑢ộ𝑐 𝑙ớ𝑝 𝑐   

 

2.2 Các giải thuật phân loại văn bản 

Có nhiều thuật toán phân loại văn bản. Trong bài 
viết này, nhóm tác giả sử dụng ba thuật toán kNN, 
Naïve Bayes, SVM. Đây là ba thuật toán được nhiều 
nghiên cứu đánh giá là hiệu quả trong phân loại văn 
bản. 

2.2.1 Giải thuật kNN 

kNN là giải thuật phân loại (hay phân lớp) các 
đối tượng dựa vào khoảng cách gần nhất giữa đối 
tượng cần phân lớp và tất cả các đối tượng trong tập 
huấn luyện (Tan et al., 2006). Ý tưởng của phương 
pháp này là khi cần phân loại một văn bản mới, thuật 
toán sẽ tính toán khoảng cách của tất cả các văn bản 
trong tập huấn luyện đến văn bản này để tìm ra tập 
K láng giềng gần nhất.  
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Để phân lớp cho một văn bản mới x, trước hết bộ 
phân lớp sẽ tính khoảng cách từ văn bản x đến tất cả 
các văn bản trong tập huấn luyện. Qua đó tìm được 
tập N(x, D, k) gồm k văn bản mẫu có khoảng cách 
đến x là gần nhất.  

Thuật toán kNN được mô tả như sau: 

1. Xác định giá trị tham số k (số láng giềng gần 
nhất). 

2. Tính khoảng cách giữa đối tượng cần phân lớp 
(query point) với tất cả các đối tượng trong tập huấn 
luyện training data (thường sử dụng khoảng cách 
Euclidean). 

3. Sắp xếp khoảng cách theo thứ tự tăng dần và 
xác định k láng giềng gần nhất với đối tượng cần 
phân lớp. 

4. Lấy tất cả các lớp của k láng giềng gần nhất 
đã xác định. 

5. Dựa vào phần lớn lớp của láng giềng gần nhất 
để xác định lớp cho đối tượng cần phân lớp query 
point. 

2.2.2 Giải thuật Naïve Bayes 

Thuật toán Naïve Bayes (Mitchell, 1997) là một 
thuật toán phổ biến trong máy học được McCallum 
and Nigam (1998) và Yang and Liu (1999) đánh giá 
là một trong những phương pháp có hiệu năng cao 
nhất khi thực hiện phân lớp văn bản. Ý tưởng cơ bản 
của cách tiếp cận này là sử dụng xác suất có điều 
kiện giữa từ hoặc cụm từ và chủ đề để dự đoán xác 
suất chủ đề của một tài liệu cần phân loại.  

Thuật toán Naïve Bayes dựa trên định lý Bayes 
được phát biểu như sau: 

𝑃ሺ𝑌|𝑋ሻ ൌ
𝑃ሺ𝑋𝑌ሻ
𝑃ሺ𝑋ሻ

ൌ
𝑃ሺ𝑋|𝑌ሻ𝑃ሺ𝑌ሻ

𝑃ሺ𝑋ሻ
 

Áp dụng trong bài toán phân loại, các dữ kiện 
gồm có: D: tập dữ liệu huấn luyện đã được vector 
hóa dưới dạng 𝑥⃗ ൌ ሺ𝑥ଵ, 𝑥ଶ, … , 𝑥௡ሻ; Ci: phân lớp i, 
với i = {1, 2, …, m}; các thuộc tính độc lập điều kiện 
đôi một với nhau. Theo định lý Bayes:  

𝑃ሺ𝐶௜|𝑋ሻ ൌ
𝑃ሺ𝑋|𝐶௜ሻ𝑃ሺ𝐶௜ሻ

𝑃ሺ𝑋ሻ
 

Theo tính chất độc lập điều kiện: 

𝑃ሺ𝑋|𝐶௜ሻ ൌ ෑ 𝑃ሺ𝑥௞|𝐶௜ሻ
௡

௞ୀଵ

 

Trong đó, 𝑃ሺ𝐶௜|𝑋ሻ là xác suất thuộc phân lớp i 
khi biết trước mẫu X; 𝑃ሺ𝐶௜ሻ xác suất là phân lớp i; 
𝑃ሺ𝑥௞|𝐶௜ሻ xác suất thuộc tính thứ k có giá trị xk khi 
đã biết X thuộc phân lớp i. 

Các bước thực hiện thuật toán Naïve Bayes: 

Bước 1: Huấn luyện Naïve Bayes (dựa vào tập 
dữ liệu), tính 𝑃ሺ𝐶௜ሻ và 𝑃ሺ𝑥௞|𝐶௜ሻ 

Bước 2: Phân lớp 𝑋௡௘௪ ൌ ሺ𝑥ଵ, 𝑥ଶ, … , 𝑥௡ሻ, ta cần 
tính xác suất thuộc từng phân lớp khi đã biết trước 
Xnew. Xnew được gán vào lớp có xác suất lớn nhất 
theo công thức: 

max
஼೔∈஼

൭𝑃ሺ𝐶௜ሻ ෑ 𝑃ሺ𝑥௞|𝐶௜ሻ
௡

௞ୀଵ

൱ 

2.2.3 Giải thuật thuật SVM 

Thuật toán máy SVM được Cortes and Vapnik 
(1995) giới thiệu lần đầu tiên. SVM rất hiệu quả để 
giải quyết các bài toán với dữ liệu có số chiều lớn 
như các véc-tơ biểu diễn văn bản. SVM được xem 
là bộ phân lớp chính xác nhất cho bài toán phân lớp 
văn bản (Chakrabarti, 2003) do tốc độ phân lớp rất 
nhanh và hiệu quả đối với bài toán phân lớp văn bản. 

Ý tưởng của phương pháp này là cho trước một 
tập huấn luyện được biểu diễn trong không gian véc-
tơ, trong đó mỗi văn bản được xem là một điểm 
trong không gian này. Phương pháp này tìm ra một 
mặt siêu phẳng h quyết định tốt nhất có thể chia các 
điểm trên không gian này thành hai lớp riêng biệt 
tương ứng, gọi là lớp dương (+) và lớp âm (-). Như 
vậy, bộ phân loại SVM là một mặt siêu phẳng tách 
các mẫu thuộc lớp dương ra khỏi các mẫu thuộc lớp 
âm với độ chênh lệch lớn nhất. Độ chênh lệch này 
hay còn gọi là khoảng cách biên được xác định bằng 
khoảng cách giữa mẫu (+) và mẫu (-) gần mặt siêu 
phẳng nhất (Hình 1). Khoảng cách này càng lớn thì 
các mẫu thuộc hai lớp càng được phân chia rõ ràng, 
nghĩa là sẽ đạt được kết quả phân loại tốt. Mục tiêu 
của thuật toán SVM là tìm được khoảng cách biên 
lớn nhất để tạo được kết quả phân loại tốt. 

 
Hình 1: Siêu phẳng lề cực đại trong không gian 

hai chiều (Cortes and Vapnik, 1995) 

Phương trình mặt siêu phẳng chứa véc-tơ x trong 
không gian đối tượng như sau: 𝑤. 𝑥 ൅  𝑏 ൌ  0 
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Trong đó, w là véc-tơ trọng số, b là độ lệch/thiên 
vị (bias). Hướng và khoảng cách từ gốc tọa độ đến 
mặt siêu phẳng thay đổi khi thay đổi w và b.  

Bộ phân lớp SVM được định nghĩa như sau: 
𝑓ሺ𝑥ሻ  ൌ  𝑠𝑖𝑔𝑛ሺ𝑤. 𝑥 ൅  𝑏ሻ 

Trong đó: ൜
 𝑓ሺ𝑥ሻ ൌ  ൅1, 𝑤. 𝑥 ൅  𝑏 ൒ 0
𝑓ሺ𝑥ሻ ൌ െ1,   𝑤. 𝑥 ൅  𝑏 ൏ 0

 

Gọi yi mang giá trị +1 hoặc -1. Nếu yi = +1 thì x 
thuộc về lớp (+), ngược lại yi = -1 thì x thuộc về lớp 
(-). Hai mặt siêu phẳng tách các mẫu thành hai phần 
được mô tả bởi các phương trình: 𝑤. 𝑥 ൅  𝑏 ൌ  1 và  
𝑤. 𝑥 ൅  𝑏 ൌ  െ1. Bằng hình học có thể tính khoảng 

cách giữa hai mặt siêu phẳng này là:  
ଶ

‖௪‖
 

Để khoảng cách biên là lớn nhất cần phải tìm giá 
trị nhỏ nhất của ||𝑤||; đồng thời, ngăn chặn các điểm 
dữ liệu rơi vào vùng bên trong biên, cần thêm ràng 
buộc sau: 

൜
𝑤. 𝑥௜  ൅  𝑏 ൒  1,       với mẫu ሺ൅ሻ

𝑤. 𝑥௜  ൅  𝑏 ൑  െ1,     với mẫu ሺെሻ 
 

Có thể viết lại như sau:  𝑦௜ሺ𝑤. 𝑥௜  ൅  𝑏ሻ ൒  1,
𝑣ớ𝑖 𝑖 ∈ ሺ1, 𝑛ሻ  

Khi đó, việc tìm siêu phẳng h tương đương giải 
bài toán tìm Min||w|| với w và b thỏa điều kiện sau: 
∀𝑖 ∈ ሺ1, 𝑛ሻ:  𝑦௜ሺ𝑤. 𝑥௜ ൅ 𝑏ሻ ൒ 1 

2.2.4 Các thông số đánh giá giải thuật  

Khi xây dựng một mô hình máy học, các nhà 
nghiên cứu cần một phép đánh giá để xem mô hình 
sử dụng có hiệu quả không và để so sánh khả năng 
của các mô hình. Trong các bài toán phân lớp thì 
việc định nghĩa lớp dữ liệu quan trọng hơn cần được 
xác định đúng là lớp dương (Positive), lớp còn lại 
được gọi là âm (Negative). Giả sử, để đánh giá một 
bộ phân loại hai lớp tạm gọi là (+) và (-), khi đó: 

 TP (True positive) là số phần tử dương được 
phân loại dương; FN (False negative) là số phần tử 
dương được phân loại âm; TN (True negative) là số 
phần tử âm được phân loại âm; và FP (False 
positive) là số phần tử âm được phân loại dương. 

 Độ chính xác (Precision) được định nghĩa là 
tỷ lệ số phần tử TP trong số những phần tử được 

phân loại là positive (TP + FP): 𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 ൌ
்௉

்௉ାி௉
 

 Độ bao phủ (Recall) được định nghĩa là tỷ lệ 
số phần tử TP trong số những phần tử thực sự là 

positive (TP + FN): 𝑅𝑒𝑐𝑎𝑙𝑙 ൌ
்௉

்௉ାிே
 

Precision cao đồng nghĩa với việc độ chính xác 
của các phần tử tìm được là cao. Recall cao đồng 
nghĩa với việc tỷ lệ bỏ sót các phần tử thực sự 
positive là thấp. 

Độ đo F1: chỉ số cân bằng giữa độ chính xác và 
độ bao phủ. Nếu độ chính xác và độ bao phủ cao và 
cân bằng thì độ đo F1 lớn, còn độ chính xác và độ 
bao phủ nhỏ, không cân bằng thì độ đo F1 nhỏ. Như 
vậy, F1 càng cao thì bộ phân lớp càng tốt. Khi cả 
Recall và Precision đều bằng 1 (tốt nhất có thể) thì 
F1 = 1. Khi cả Recall và Precision đều thấp (ví dụ 
bằng 0.1, tức là F1 = 0.1) thì phân lớp không tốt.  

𝐹ଵ ൌ
2 ∗ 𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 ∗ 𝑅𝑒𝑐𝑎𝑙𝑙

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 ൅ 𝑅𝑒𝑐𝑎𝑙𝑙
 

2.3 Các nghiên cứu liên quan về phân loại 
văn bản 

Nhiều nghiên cứu phân loại văn bản được ứng 
dụng để giải quyết các bài toán trong thực tế, có thể 
ví dụ hai nghiên cứu sau: 

2.3.1 Phân loại văn bản bằng SVM và cây 
quyết định 

Nhóm tác giả Trần Cao Đệ và Phạm Nguyên 
Khang (2012) đã nghiên cứu SVM, áp dụng nó vào 
bài toán phân loại văn bản và so sánh hiệu quả của 
nó với hiệu quả của giải thuật phân lớp cổ điển cây 
quyết định. Ngoài ra, nhóm nghiên cứu đã áp dụng 
kỹ thuật phân tích giá trị đơn SVD (Singular Value 
Decomposition) vào giải thuật SVM để rút ngắn số 
chiều của không gian đặc trưng, làm giảm nhiễu, 
giúp quá trình phân loại được hiệu quả hơn. Trong 
giai đoạn tiền xử lý dữ liệu, nhóm tác giả đã sử dụng 
giải thuật MMSEG (Tsai, 2000) để tiến hành tách 
từ. Sau khi tách từ tác giả tiến hành mô hình hóa văn 
bản thành dạng véc-tơ, sử dụng TF*IDF véc-tơ hóa; 
tiến hành phân loại văn bản với hai giải thuật SVM 
và cây quyết định trong phần mềm Weka. Với tập 
dữ liệu là 7842 văn bản thuộc 10 chủ đề khác nhau, 
ứng với mỗi chủ đề, tác giả chọn ra 500 văn bản một 
cách ngẫu nhiên để tiến hành huấn luyện, số văn bản 
còn lại để kiểm chứng độc lập. Kết quả phân loại 
cho thấy phân lớp với SVM thực sự tốt hơn phân lớp 
bằng cây quyết định. Ngoài ra, việc dùng SVD để 
phân tích và rút gọn số chiều của không gian đặc 
trưng đã giúp nâng cao hiệu quả phân loại với SVM.  

2.3.2 Phân loại văn bản với giải thuật Naïve 
Bayes 

Nhóm tác giả Trần Thị Thu Thảo và Vũ Thị 
Chinh (2012) đã tiến hành xây dựng module tách từ 
theo mô hình N-gram, sau đó mô hình hóa văn bản 
đã được tách từ bằng véc-tơ TF*IDF. Với tập dữ liệu 
đã được mô hình hóa thành véc-tơ, tác giả tiến hành 
phân loại dựa trên phương pháp Naïve Bayes. Nhóm 
tác giả xây dựng phần mềm phân loại, tích hợp thêm 
các chức năng quản lý, sửa, xóa bài báo để tiến hành 
thử nghiệm trên tập dữ liệu là 281 bài báo khoa học 
thuộc các chuyên ngành của lĩnh vực công nghệ 
thông tin. Kết quả phân loại đạt được khá khả quan, 
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tuy nhiên nghiên cứu còn hạn chế về tập dữ liệu thử 
nghiệm và chưa có những so sánh đánh giá phương 
pháp Naïve Bayes với các phương pháp phân loại 
khác. 

3 PHƯƠNG PHÁP NGHIÊN CỨU 

3.1 Kiến trúc hệ thống 

Kiến trúc tổng thể về hệ thống rút trích thông tin 

và phân loại lĩnh vực bài báo được mô hình hóa như 
Hình 2.  

Với mô hình này, từ một bài viết mới (dạng 
.docx, .pdf), tác giả gửi (submit) lên hệ thống quản 
lý tạp chí, sau đó hệ thống tự động rút trích các thông 
tin như tên tác giả, tựa bài viết, tóm tắt, đặc biệt phân 
loại bài viết vào một lĩnh vực phù hợp dựa trên mô 
hình máy học đã được huấn luyện. 

 
Hình 2: Kiến trúc mô hình rút trích và phân loại bài báo khoa học 

Do bài báo là tập tin định dạng sẵn nên việc rút 
trích thông tin tác giả, tựa bài, tóm tắt là dễ dàng. Vì 
vậy, nghiên cứu này chỉ tập trung giải quyết vấn đề 
phân loại lĩnh vực của bài báo khi tác giả gửi đăng 
tạp chí. 

3.2 Các giai đoạn phân loại  

Việc phân loại bài báo khoa học tự động được 

chia thành hai giai đoạn:  

 Giai đoạn huấn luyện: Ở giai đoạn này, dựa 
vào tập dữ liệu có sẵn đã được phân loại chủ đề cùng 
với các giải thuật máy học, tiến hành cho máy học 
để sinh ra mô hình phân lớp (classification model) 
Giai đoạn này được mô tả như Hình 3. 

 
Hình 3: Giai đoạn huấn luyện 

  Giai đoạn kiểm thử: Dựa vào mô hình phân 
lớp được sinh ra ở giai đoạn huấn luyện để tiến hành 

phân loại bài báo khoa học ở tập dữ liệu kiểm thử 
Giai đoạn này được mô tả như Hình 4. 

 
Hình 4: Giai đoạn kiểm thử 

3.2.1  Tiền xử lý dữ liệu 

Chuyển định dạng .docx sang .txt và chuẩn 
hóa từ: Do tập dữ liệu được sử dụng là các tập tin 
định dạng .docx (hoặc .doc) nên cần phải tiến hành 
chuyển đổi chúng sang định dạng văn bản thuần túy 
(.txt) để dễ dàng sử dụng trong hầu hết các giải thuật, 
các thư viện phục vụ cho việc phân loại tự động. 
Việc chuyển định dạng bài báo đầu vào dựa trên hỗ 
trợ của Apache POI. Sử dụng Apache POI để thực 
hiện các thao tác đọc trên tập tin định dạng .docx, 
sau đó ghi nội dung đọc được vào tập tin .txt. Sau 

khi chuyển tập tin định dạng từ .docx sang .txt, tiến 
hành chuẩn hóa từ để chuyển tất cả ký tự của văn 
bản thành chữ thường, xóa các khoảng trống.  

Ví dụ: Câu “Xử Lý Ngôn Ngữ Tự nhiên là 1 
nhánh của Trí tuệ nhân tạo” được chuẩn hóa thành 
“xử lý ngôn ngữ tự nhiên là 1 nhánh của trí tuệ nhân 
tạo”. 

Tách từ (word segmention): Trong tiếng Việt, 
dấu cách (space) không có nhiệm vụ tách từ mà chỉ 
phân cách giữa các âm tiết. Chính vì vậy, giai đoạn 

Bài báo 
Hệ thống 
phân loại 

Nộp vào Rút trích 

Phân loại 

Tác giả 

Tựa bài 

Tóm tắt 

Lĩnh vực 

Tập dữ liệu 
huấn luyện 

Tiền xử lý Véc-tơ hóa 
Mô hình phân 

lớp  

Tập dữ liệu 
kiểm thử Tiền xử lý Véc-tơ hóa 

Kiểm thử dựa trên 
mô hình phân lớp  
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tách từ cũng khá quan trọng trong xử lý ngôn ngữ tự 
nhiên.  

Hiện tại, có nhiều công cụ được xây dựng thành 
công để tách từ tiếng Việt với độ chính xác tương 
đối cao. Nghiên cứu này sử dụng công cụ tách từ 
VnTokenizer được nhóm tác giả Nguyễn Thị Minh 
Huyền và ctv. (2010) phát triển dựa trên cách tiếp 
cận tổng hợp các phương pháp Maximum Matching, 
WFST và regular expression parsing, với tập dữ liệu 
sử dụng là bảng âm tiết tiếng Việt và từ điển từ vựng 
tiếng Việt. Đây là công cụ tách từ tiếng Việt tự động, 
tách các văn bản tiếng Việt thành các đơn vị từ vựng 
(từ ngữ, tên, số, ngày tháng và các biểu thức chính 
quy khác) với độ chính xác hơn 95%.  

Ví dụ: câu “xử lý ngôn ngữ tự nhiên là 1 nhánh 
của trí tuệ nhân tạo” được tách từ thành “xử_lý 
ngôn_ngữ tự_nhiên (nlp) là 1 nhánh của trí_tuệ 
nhân_tạo”. 

Loại bỏ từ dừng (Stop words): Từ dừng (stop 
words) là những từ xuất hiện nhiều trong tất cả các 
văn bản thuộc mọi thể loại trong tập dữ liệu, hay 
những từ chỉ xuất hiện trong một và một vài văn bản. 
Nghĩa là stop word là những từ xuất hiện quá nhiều 
lần và quá ít lần, vì thế nó không có ý nghĩa và không 
chứa thông tin đáng giá để sử dụng. Trong phân loại 
văn bản, sự xuất hiện của stop words không những 
không giúp gì trong việc đánh giá phân loại mà còn 
nhiễu và giảm độ chính xác của quá trình phân loại 
(như các từ: thì, là, mà, và, hoặc, bởi…).  

Ví dụ: câu “xử_lý ngôn_ngữ tự_nhiên (nlp) là 1 
nhánh của trí_tuệ nhân_tạo” khi loại bỏ từ dừng 
thành “xử_lý ngôn_ngữ tự_nhiên (nlp) nhánh 
trí_tuệ nhân_tạo”. 

Trong nghiên cứu, sau khi chuyển bài báo từ 
định dạng .docx sang .txt và tách từ, nhóm tác giả sử 
dụng phương pháp loại bỏ từ dừng bằng từ điển từ 
dừng. 

3.2.2 Véc-tơ hóa văn bản 

Có một số mô hình biểu diễn văn bản như mô 
hình không gian véc-tơ (vector space model) dựa 
trên phương pháp đánh trọng số của từ theo tần số, 
mô hình túi từ (bag of words model), mô hình hóa 
văn bản thành đồ thị (graph-based model). Nghiên 
cứu này đề cập phương pháp biểu diễn văn bản theo 
mô hình không gian véc-tơ (Perone, 2013). Đây là 
cách biểu diễn tương đối đơn giản và hiệu quả. Theo 
mô hình này, mỗi văn bản được biểu diễn thành một 
véc-tơ; mỗi thành phần của véc-tơ là một từ riêng 
biệt trong tập văn bản và được gán một giá trị là 
trọng số của từ đó trong văn bản đó. 

Ví dụ: xét 2 văn bản với trọng số là số lần xuất 
hiện của từ khóa trong văn bản: Văn bản 1 là “Cửa 

hàng quần áo bán quần áo”; văn bản 2 là “Cửa hàng 
điện thoại bán điện thoại”. Khi đó, mô hình không 
gian véc-tơ được mô tả như Bảng 1. 

Bảng 1: Ví dụ mô hình không gian véc-tơ biểu 
diễn 2 văn bản 

Từ khóa Văn bản 1 Văn bản 2 
Cửa 1 1 
Hàng 1 1 
Quần 2 0 
Áo 2 0 
Bán 1 1 
Điện 0 2 
Thoại 0 2 

Bài toán biểu diễn văn bản theo mô hình không 
gian véc-tơ như sau: Đầu vào là một tập gồm có j 
văn bản trong miền ứng dụng D, với D = {d1, d2,… 

dj} và tập gồm m từ trong mỗi văn bản T = {t1, t2,… 

tm}; đầu ra lần lượt đánh trọng số cho từng từ trong 
mỗi văn bản từ đó xây dựng ma trận trọng số wij là 
trọng số của từ wj trong văn bản dj € D. 

Có nhiều giải pháp để đánh trọng số của từ ti 
trong văn bản dj, trong đó giải pháp tích hợp tần số 
xuất hiện từ khóa (TF - Term Frequency) và nghịch 
đảo tần số xuất hiện trong các văn bản (IDF- Inverse 
Document Frequency) được sử dụng khá phổ biến. 

TF - Term Frequency: dùng để ước lượng tần 
suất xuất hiện của một từ trong một văn bản nào đó. 
Bên cạnh đó, mỗi văn bản đều có độ dài, số lượng 
từ ngữ khác nhau vì thế số lần xuất hiện của từ sẽ 
khác nhau. Nên để đánh trọng số của một từ người 
ta lấy số lần xuất hiện của từ đó chia cho độ dài của 
văn bản (tức là số từ của văn bản đó). 

TF൫t୧, d୨൯ൌ
số lần từ t୧ xuất hiện trong văn bản d୨

tổng số từ trong văn bản d୨
 

Các giá trị wij được tính dựa trên tần số (hay số 
lần) xuất hiện của từ khóa trong văn bản. Gọi fij là 
số lần xuất hiện của từ khóa ti trong văn bản dj, khi 
đó wij được tính bởi một trong ba công thức cơ bản 
sau: 

⎩
⎪
⎨

⎪
⎧ 𝑤௜௝ ൌ 𝑓௜௝                 

𝑤௜௝ ൌ 1 ൅ log ሺ𝑓௜௝ሻ

𝑤௜௝ ൌ  ට𝑓௜௝                
 

Trong đó fịj là số lần xuất hiện của từ khóa ti trong 
văn bản dj. 

Nếu ti xuất hiện trong văn bản dj thì 𝑤௜௝ ൌ 1, 
ngược lại: 𝑤௜௝ ൌ 0. 

IDF - Inverse Document Frequency: dùng để 
ước lượng mức độ quan trọng của một từ trong một 
văn bản nào đó. Khi tính tần số TF của một từ thì tất 
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cả các từ trong tập từ có mức độ quan trọng là như 
nhau. Tuy nhiên, theo nhiều nghiên cứu cho thấy 
không hẳn trong một tập dữ liệu tất cả các từ đều 
quan trọng. Những từ thường không có độ quan 
trọng cao là: từ nối (nên, nhưng, bên cạnh đó, vì, như 
vậy…), từ chỉ định (kìa, đó, ấy, thế…), giới từ (trên, 
trong, ngoài, ở, tại…). Chính những lý do trên mà 
cần giảm đi mức độ quan trọng của những từ đó 
bằng cách tính IDF. Công thức tính IDF như sau: 

𝐼𝐷𝐹ሺ𝑡௜, 𝐷ሻ ൌ 𝑙𝑜𝑔
𝑡ổ𝑛𝑔 𝑠ố 𝑣ă𝑛 𝑏ả𝑛 𝑡𝑟𝑜𝑛𝑔 𝑡ậ𝑝 𝑚ẫ𝑢 𝐷

𝑠ố 𝑣ă𝑛 𝑏ả𝑛 𝑐ó 𝑐ℎứ𝑎 𝑡ừ 𝑡௜
 

Từ xuất hiện trong nhiều văn bản thì trọng số 
trong một văn bản sẽ thấp. 

Công thức đánh trọng số: 

ቐ
𝑤௜௝ൌ log ൬

𝑚
𝑑𝑓௜

൰ ൌ logሺ𝑚ሻ െ logሺ𝑑𝑓௜ሻ,   𝑛ế𝑢 𝑇𝐹௜௝൒ 1

𝑤௜௝ൌ 0,   𝑛ế𝑢 𝑇𝐹௜௝ൌ 0                                                       
 

TF*IDF: là sự tích hợp giữa tần số xuất hiện từ 
khóa TF và nghịch đảo tần số xuất hiện trong các 
văn bản IDF. Phương pháp này khá phổ biến được  
dùng để tính giá trị TF*IDF của một từ thông qua 
mức độ quan trọng của từ này trong một văn bản, 
mà bản thân văn bản đang xét nằm trong một tập 
hợp các văn bản. 

Những từ có IF*IDF cao là những từ xuất hiện 
nhiều trong văn bản này và xuất hiện ít trong các văn 
bản khác. Thông qua phương pháp này, có thể lọc ra 
những từ phổ biến và giữ lại những từ có giá trị cao. 

𝑇𝐹 ∗ 𝐼𝐷𝐹ሺ 𝑡௜, 𝑑௝, 𝐷ሻ  ൌ  𝑇𝐹ሺ 𝑡௜, 𝑑௝ሻ 𝑥 𝐼𝐷𝐹ሺ𝑡௜, 𝐷ሻ 

Công thức đánh trọng số: 

ቐ
𝑤௜௝ ൌ ൫1 ൅ log൫𝑓௜௝ ൯൯ log ൬

𝑁
𝑑𝑓௜ 

൰ , 𝑛ế𝑢 𝑓௜௝ ൒ 1 

𝑤௜௝ ൌ 0                                           ,   nế𝑢 𝑓௜௝ ൌ 0 
 

4 KẾT QUẢ THỰC NGHIỆM 

Dữ liệu mẫu sử dụng trong nghiên cứu này là tập 
dữ liệu gồm 680 bài báo khoa học của 10 lĩnh vực 
có số bài báo nhiều nhất được xuất bản trên Tạp chí 
khoa học Trường Đại học Cần Thơ từ năm 2016 đến 
2018 (Bảng 2).  

Tập dữ liệu bài báo được tiền xử lý bằng cách 
chuyển định dạng từ tập tin .docx/pdf sang tập tin 
.txt, sau đó tiến hành tách từ bằng công cụ 
vnTokenizer. Quá trình loại bỏ từ dừng được thực 
hiện thông qua từ điển từ dừng, số từ còn lại là 4.095 
từ. Quá trình mô hình hóa mỗi văn bản là một véc-
tơ trọng số các từ. Do đó, tập dữ liệu được mô hình 
hóa là ma trận chứa TF*IDF của các từ với kích 
thước 680 * 4.095 phần tử. 

Bảng 2: Các bài báo phân bổ trong 10 lĩnh vực của Tạp chí  

Stt Lĩnh vực Số mẫu huấn luyện Số mẫu kiểm tra Tổng số mẫu (bài báo) 
1 Công nghệ 45 5 50 
2 Môi trường 54 6 60 
3 Tự nhiên 54 6 60 
4 Chăn nuôi 36 4 40 
5 Công nghệ sinh học 27 3 30 
6 Nông nghiệp 90 10 100 
7 Thủy sản 135 15 150 
8 Giáo dục 36 4 40 
9 Xã hội - Nhân văn 72 8 80 

10 Kinh tế 63 7 70 
 Tổng cộng 612 68 680 

(Nguồn: Tạp chí khoa học Trường Đại học Cần Thơ) 

Sau các quá trình tiền xử lý và véc-tơ hóa, tập dữ 
liệu các bài báo được huấn luyện với các giải thuật 
phân loại văn bản tự động như SVM, Naïve Bayes, 
kNN. Tập dữ liệu các bài báo được phân tách tự 
động, lấy khoảng 90% dùng làm tập huấn luyện (612 
bài báo), 10% còn lại dùng làm tập kiểm tra (68 bài 
báo). Kết quả phân loại sử dụng 3 thuật toán máy 
học: SVM, Naïve Bayes, kNN. Việc đánh giá dựa 
vào các chỉ số độ chính xác (Precision), độ bao phủ 
(Recall) và độ đo F1 thể hiện như trong Bảng 3. 

Kết quả thực nghiệm cho thấy hiệu quả phân loại 
của các giải thuật là tương đối tốt. Trong đó, giải 

thuật SVM có kết quả phân loại tốt nhất, cho độ 
chính xác > 91%, rất khả thi cho việc xây dựng hệ 
thống tự động phân loại bài báo khoa học; góp phần 
giúp cho quá trình phân loại bài báo của tác giả và 
ban biên tập được nhanh và chính xác hơn. Kết quả 
phân loại này cũng phù hợp với nhiều nhóm nghiên 
cứu đã chứng minh bằng thực nghiệm: phương pháp 
SVM phân loại văn bản cho kết quả tốt tương đương 
hoặc tốt hơn đáng kể các phương pháp phân loại 
khác (Boser et al., 1992; Yang and Pedersen, 1997; 
Burges, 1998; Dumais et al., 1998).
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Bảng 3: So sánh kết quả phân loại giữa các giải thuật: SVM, Naïve Bayes, kNN 

 SVM Naïve Bayes kNN 
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ự
c 

P
re

ci
si
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l 

F
1 

P
re

ci
si

on
 

R
ec
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l 

F
1 

P
re

ci
si

on
 

R
ec

al
l 

F
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Công nghệ 0,857 0,857 0,857 0,857 0,857 0,857 0,400 0,571 0,471 
Môi trường 1,000 0,333 0,500 0,400 0,333 0,364 0,667 0,333 0,444 
Tự nhiên 0,750 1,000 0,857 0,667 0,667 0,667 0,600 1,000 0,750 

Chăn nuôi 1,000 1,000 1,000 1,000 0,500 0,667 1,000 0,500 0,667 
Công nghệ sinh học 1,000 0,500 0,667 1,000 0,500 0,667 1,000 0,500 0,667 

Nông nghiệp 0,786 1,000 0,880 0,846 1,000 0,917 0,733 1,000 0,846 
Thủy sản 0,947 1,000 0,973 0,857 1,000 0,923 0,947 1,000 0,973 
Giáo dục 1,000 1,000 1,000 1,000 0,500 0,667 1,000 1,000 1,000 

Xã hội - Nhân văn 1,000 1,000 1,000 0,600 0,750 0,667 0,600 0,750 0,667 
Kinh tế 1,000 1,000 1,000 0,900 0,818 0,857 1,000 0,545 0,706 

Tỷ lệ chính xác trung bình 91,2%   80,9%   76,5% 

Tuy nhiên, không phải lĩnh vực nào cũng được 
phân lớp tốt. Xét giải thuật có tỷ lệ phân lớp chính 
xác tốt nhất (SVM) thì vẫn tồn tại một số lĩnh vực 
phân loại chưa tốt, chẳng hạn lĩnh vực “Môi trường” 
và “Công nghệ sinh học” có F1 < 67% so với các 
lĩnh vực khác (F1 > 85%). Lý do là độ bao phủ của 
hai lĩnh vực này khá thấp (≤ 0.5), tức là tỷ lệ bài báo 
được dự đoán đúng hai lĩnh vực này so với thực tế 
chưa cao. Điều này được lý giải là do có sự chồng 
lấn (overlap) về lĩnh vực của bài báo, nghĩa là một 
bài báo vừa thuộc lĩnh vực này nhưng có thể vừa 
thuộc lĩnh vực khác (ví dụ, “công nghệ thực thẩm” 
và “công nghệ sinh học” là hai lĩnh vực khá tương 
đồng). Các lĩnh vực còn lại có độ chính xác và bao 
phủ khá cao, chứng tỏ các lĩnh vực này tương đối 
khác biệt với các lĩnh vực còn lại. 

5 KẾT LUẬN  

Trong bài viết này, giải pháp tự động phân loại 
bài báo khoa học sử dụng các giải thuật máy học đề 
xuất nhằm hỗ trợ các tác giả, ban biên tập tiết kiệm 
thời gian và công sức khi xử lý bài viết trên hệ thống. 
Các bước tiền xử lý dữ liệu là rất quan trọng để có 
được tập dữ liệu chuẩn tiến hành chạy các giải thuật 
này. Kết quả thực nghiệm cho thấy giải thuật phân 
loại SVM cho kết quả phân loại tốt hơn nhiều so với 
hai giải thuật Naïve Bayes và kNN. 

Kết quả nghiên cứu này cho thấy các kỹ thuật 
máy học có thể dễ dàng áp dụng vào các bài toán 
phân loại, lọc và tìm kiếm nội dung. Với mô hình đề 
xuất, việc rút trích thông tin và tự động phân loại bài 
báo khoa học khi tác giả gửi đăng trên các tạp chí 
hoàn toàn khả thi. Mô hình này cũng sử dụng cho 
việc phân loại, xác định chủ đề bài viết ở các hội 
thảo khoa học. Thực nghiệm trên các tập dữ liệu lớn 
hơn sẽ được tiếp tục thực hiện trong tương lai. 
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